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Pacote Julia para modelagem, previsão e simulação utilizando modelos de 
espaço de estados; 

Funcionalidades implementadas: 

- Filtro de Kalman e suavizador; 
- Filtro e suavizador square-root; 
- Estimação via máxima verossimilhança; 
- Previsão; 
- Simulação Monte Carlo; 
- Modelagem multivariada; 
- Modelos padronizados (usuário define matrizes Z, T e R); 
- Modelos pré-definidos: nível local, tendência linear, estrutural; 
- Preenchimento automático de dados faltantes; 
- Diagnósticos para os resíduos do modelo (testes de normalidade, 

independência e homoscedasticidade).
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StateSpaceModels.jl



Framework clássico da Engenharia de Controle; 

Representa um sistema através da definição de variáveis de entrada, estado 
e saída; 

- Variáveis de entrada: entidades externas que podem representar inputs de 
controle ou ruído; 

- Variáveis de estado: componentes não-observáveis que evoluem ao longo 
do tempo de acordo com as equações de estado e as variáveis de entrada; 

- Variáveis de saída: saída observável do sistema, resultado da realização do 
estado mais ruído. 
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Framework de Espaço de Estados
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Framework de Espaço de Estados

yt = Ztαt + εt, εt ∼ N(0,Ht)
αt+1 = Ttαt + Rtηt, ηt ∼ N(0,Qt)



!5

Framework de Espaço de Estados

yt = Ztαt + εt, εt ∼ N(0,Ht)
αt+1 = Ttαt + Rtηt, ηt ∼ N(0,Qt)

Equação de observação

Equação de estado
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Exemplo: Modelo de tendência linear

yt = μt + εt, εt ∼ N(0,σ2
ε ),

μt+1 = μt + νt + ξt, ξt ∼ N(0,σ2
ξ ),

νt+1 = νt + ζt, ζt ∼ N(0,σ2
ζ )

Escrevendo esse modelo na forma de espaço de estados:

yt = [1 0] αt + εt, εt ∼ N(0,σ2
ε ),

αt+1 = [1 1
0 1] αt + [1 0

0 1]ηt, ηt ∼ N([0
0], [

σ2
ξ 0

0 σ2
ζ ])
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Uso do pacote

O uso do pacote é realizado através dos seguintes passos: 

1. Especificação do modelo 

2. Estimação do modelo 

1. Filtragem 

2. Estimação 

3. Suavização 

3. Previsão e simulação 
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Especificação do modelo

O primeiro passo é a definição de um objeto StateSpaceModel que 

contém as observações e as matrizes do sistema. 

Podem ser utilizados modelos pré-definidos ou pode ser criado um 

modelo personalizado pelo usuário através da definição das matrizes.

model = local_level(y) 

model = linear_trend(y) 

model = structural(y, s; X = X) 

model = StateSpaceModel(y, Z, T, R)
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Estimação do modelo

O modelo é estimado através do Filtro de Kalman e da máxima verossimilhança. 

Na estimação, as variâncias dos termos de erro, H e Q, são estimadas.

ss = statespace(model; verbose = 1)
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Estimação do modelo

Nessa etapa, o Filtro de Kalman realiza a estimação do estado preditivo e do 

estado filtrado a cada instante de tempo: 

Além disso, o filtro também calcula as inovações, ou erros de previsão, e sua 

matriz de covariância a cada instante de tempo: 

No pacote, temos implementado o Filtro de Kalman, o filtro square-root e 

permitimos a definição de qualquer variante de filtro definida pelo usuário 

através do tipo abstrato  AbstractFilter.
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Estimação do modelo

Porém, para o filtro ser rodado, é necessário ter em mãos as covariâncias dos 

termos de erro, H e Q. Portanto, esses parâmetros devem ser estimados via 

máxima verossimilhança. 

A função de log-verossimilhança é dada por: 

A maximização da log-verossimilhança é realizada através de um método 

denominado RandomSeedsLBFGS, que utiliza parâmetros iniciais aleatórios 

e o algoritmo LBFGS. Porém, é possível implementar métodos personalizados 

através do tipo abstrato AbstractOptimizationMethod.
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Previsão e simulação

Após a estimação do modelo, é possível prever os valores futuros das variáveis 

observadas através da função forecast: 

pred, dist = forecast(ss, N) 

Alternativamente, outra ferramenta poderosa é a simulação de cenários futuros 

utilizando Monte Carlo, que é realizada através da função simulate: 

scenarios = simulate(ss, N, S)
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Aplicações
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Aplicações: extração de componentes



!15

Aplicações: previsão
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Aplicações: simulação
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Aplicações: rastreamento de veículos

Vamos supor agora que    é um vetor 2x1 de observações ruidosas da posição 
de um veículo sobre um plano de duas dimensões no instante t. 

Definimos algumas equações dinâmicas básicas: 

Isso pode ser colocado na forma de espaço de estados da seguinte forma:

yt



Aplicações: rastreamento de veículos
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